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BAB II  

TINJAUAN PUSTAKA 

 

2.1 Penelitian terdahulu 

Di dalam proses melakukan penelitian, peneliti melakukan literasi untuk 

dijadikan bahan referensi melalui penelitian terdahulu. Referensi pada jurnal satu 

sampai empat terkait gizi anak dan balita, referensi lima sampai tujuh terkait 

dengan algoritma Naive Bayes, sedangkan delapan sampai sepuluh terkait dengan 

algoritma Random Forest . Tabel 2.1 merupakan penelitian terkait gizi buruk dan 

algoritma klasifikasi. 

Tabel 2. 1 Penelitian terkait gizi buruk dan Algoritma klasifikasi 

No Judul Peneliti Masalah Metode dan hasil(akurasi) 

1 Faktor Yang 

Berhubungan 

Dengan 

Kejadian Gizi 

Buruk Dan Gizi 

Kurang Pada 

Balita 

Ibnu Idris Dkk 

(2020) [31] 

Berdasarkan hasil 

survey sebelumnya 

pada wilayah 

Puskesmas Sungai 

Durian kepada 10 

ibu di bulan 

Oktober 2020 yang 

mempunyai balita 

ditemukan balita 

gizi buruk 

berjumlah 10%, 

balita gizi kurang 

berjumlah dan 

balita dengan 

kondisi gizi baik 

sebesar 30%.  

Hasil dari metode analisis 

univariat(karakteristik 

balita dan orang tua balita 

yang berbentuk tabel 

frekuensi) status gizi 

dengan 28,9% merupakan 

gizi buruk dan kurang. 

Hasil analisis bivariat 

menggunakan Uji chi-

square menunjukan 3,069 

orang yang mengisi 

cenderung masuk kedalam 

gizi kurang dikarenakan 

mempunyai pengetahuan 

yang kurang baik. 

Sedangkan 5,032 orang 

yang mengisi measuk ke 

dalam gizi buruk dan gizi 

kurang, dikarenakan pola 

asuh yang kurang baik.  
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No Judul Peneliti Masalah Metode dan hasil(akurasi) 

2 Penerapan 

Aplikasi 

Berbasis 

Android "Status 

Gizi Balita" 

terhadap 

Pengetahuan Ibu 

dalam 

Pemantauan 

Status Gizi Anak 

Usia 12-24 

Tahun 

 

Pratiwi dan 

Restanty(2018) 

[32] 

Masalah yang 

dihadapi 

sebenarnya dalam 

deteksi awal status 

gizi anak 12-24 

bulan adalah 

kurangnya 

pengetahuan ibu 

tentang status gizi. 

Kurang 

maksimalnya bidan 

dalam pelayanan 

kesehatan ibu hamil 

serta pemantauan 

gizi pada anak. 

Melakukan uji Mann 

Whitney untuk 

menganalisis perbedaan 

nilai pre dan post. Hasil 

dari data 

mempresentasikan bahwa 

nilai pengetahuan pre tes 

dan post test berbeda dan 

menunjukan adanya 

perubahan pengetahuan 

yang lebih baik 

3 Pengaruh Status 

Pendidikan, 

Ekonomi, Dan 

Pola Asuh Orang 

Tua Terhadap 

Status Gizi Anak 

Balita Di 

Kecamatan 

Pujon Kabupaten 

Malang 

Wandani,Sulist

yowati, dan 

Indria(2021) 

[33] 

Banyak anak yang 

mengalami 

gangguan status 

gizi di Kec. Pujon, 

Malang. Faktor 

ekonomi, asupan 

gizi, pendidikan 

orang tua, dan 

lainnya dapat 

menjadi pengaruh 

malnutrisi.  

Uji Kruskal Wallis 

digunakan untuk 

menganalisis perbedaan 

antar variabel yang 

digunakan. Hasil 

menunjukan pengaruh 

ekonomi lebih dominan 

pada status gizi balita 1 – 5 

bulan.  

4 Hubungan 

Pengetahuan, 

Sikap, Dan 

Tindakan Ibu  

Dengan Status 

Gizi Anak Balita 

Di Kelurahan 

Sei Kera Hilir Ii 

Kecamatan 

Medan 

Perjuangan 

 

Wulandari, 

Arizona, 

Tambun, dan 

Wahab(2019) 

[34] 

Diperoleh data 

bahwa dari 194 

anak balita, gizi 

buruk terjadi pada 1 

anak balita dan gizi 

kurang terjadi pada 

5 anak balita. 

Univariat dan bivariat 

digunakan untuk 

menganalisis, sehingga 

diperoleh hasil bahwa 

status gizi anak memiliki 

keterkaitan dengan 

pengetahuan seorang ibu 

dan sikap serta tindakan 

ibu.  

5 Perbandingan 

Akurasi 

Klasifikasi Citra 

Kayu Jati 

Menggunakan 

Metode Naive 

Bayes dan k-

Nearest 

Neighbor (k-NN) 

Waliyansyah 

dan Fitriyah 

(2019) [35] 

Ketergantungan 

dari mata ahli/pakar 

membuat adanya 

subjektifitas pada 

pengkategorian 

kayu jati. Maka 

perlu adanya 

teknologi yang 

dapat menganalisis 

tekstur kayu  

Metode kNN memperoleh 

nilai akurasi lebih dari 

70%. Sedangkan Naive 

Bayes memiliki tingkat 

akurasi sebesar 82,7%  

6 Sistem 

Klasifikasi pada 

Penyakit Breast 

Cancer dengan 

Menggunakan  

Mubarok, 

Setyanto, dan 

Sismoro(2019) 

 [36] 

Sediktinya 

informasi terkait  

gejala awal dan 

bahaya dari kanker 

payudara 

menyebabkan  

Metode Naive Bayes 

digunakan untuk 

klasifikasi berdasarkan 

kejadian sebelumnya. Pada 

dataset 116 memiliki 

akurasi sebesar 80%.  
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No Judul Peneliti Masalah Metode dan hasil(akurasi) 

 Metode Naive 

Bayes 

 meningkatknya 

angka kematian, 

maka perlu adanya 

sistem yang dapat 

mengatasi masalah 

tersebut, seperti 

diagnosis awal dan 

pengobatannya. 

 

7 Perbandingan 

Algoritma Fuzzy 

C-Means Dan 

Algoritma Naive 

Bayes Dalam 

Menentukan 

Keluarga 

Penerima 

Manfaat (Kpm) 

Berdasarkan 

Status Sosial 

Ekonomi (Sse) 

Terendah 

Putu Satya 

Saputra, Dkk 

(2021) [37] 

Terjadinya 

komplain rumah 

tangga miskin 

mengenai bansos 

yang diterima dan 

bansos yang kadang 

tidak sesuai target. 

Evaluasi akurasi 

pada aplikasi SIKS 

dan perlunya 

pembanding suatu 

sistem yang 

memiliki tingkat 

akurasi yang lebih 

baik harus 

dilakukan.  

Hasil dari algoritma Naive 

Bayes memiliki akurasi 

74% sedangkan algoritma 

Fuzzy C-means  67%. 

8 Analisis 

Perbandingan 

Metode Machine 

Learning: 

Random Forest 

Dan Support 

Vector Machine 

Untuk Deteksi 

Kanker Paru-

Paru 

Maria Artati 

(2020) [38] 

Penyakit dengan 

pertumbuhan sel 

yang tidak bisa 

terkontrol adalah 

kanker paru-paru 

yang dapat 

menjangkit siapa 

saja tanpa 

menimbulkan 

gejala awal. 

Diperlukan 

pemeriksaan awal 

sehingga ada 

tindakan antisipasi 

dan adanya deteksi 

awal kanker.  

Menggunakan metode 

klasifikasi algoritma 

Random Forest , SVM, 

dan PCA(Participal 

Component Analysis). 

Hasil akurasi RF yaitu 

90,32%, sedangkan PCA-

Random Forest menjadi 

100% dengan plot data 

YES dan No secara tepat. 

SVM memiliki akurasi 

87,10%, sedangkan PCA-

SVM 93,47% dengan 3 

kesalahan. 

9 Perbandingan 

Akurasi 

Algoritma 

Random Forest 

Dan Algoritma 

Artificial Neural 

Network Untuk 

Klasifikasi 

Penyakit 

Diabetes 

Witjaksana, 

Saedudin, dan 

Widartha 

(2021) [39] 

Indonesia 

menduduki urutan 4 

terbawah dari 10 

negara yang 

memiliki angka 

penderita diabetes 

tertinggi di dunia. 

Perlu adanya 

klasifikasi yang 

dilakukan terhadap 

penyakit diabetes.  

Hasil akurasi dari 

algoritma Random Forest 

yaitu 90,62%, sedangkan 

algoritma Artificial Neural 

Network yaitu 82,29%.  

10  Komparasi 

Algoritma 

Random Forest  

Pamuji dan  

Ramadhan(202

1)[40] 

Kanker menjadi 

penyakit berbahaya 

yang menjadi  

Algoritma yang digunakan 

adalah Random Forest dan 

Decision Tree. Random  
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No Judul Peneliti Masalah Metode dan hasil(akurasi) 

 Dan Decision 

Tree Untuk 

Memprediksi 

Keberhasilan 

Immunotheraphy 

 penyebab kematian. 

Perlu adanya 

penelitian terbaru 

untuk pengobatan 

penyakit kanker 

yang sekarang 

banyak terjadi. 

Forest memiliki akurasi 

sebesar 85,5%, sedangkan 

Decision Tree hanya 

84,4%. 

 

Setelah dilakukan literasi, hal yang menjadi pembeda penelitian ini dengan 

penelitian sebelumnya. Pembeda dari penelitian sebelumnya, belum ada yang 

mengukur waktu komputasi dari algoritma, sedangkan penelitian ini mengukur 

tingkat akurasi dan waktu komputasi. 

 

2.2 Dasar Teori 

2.2.1 Status Gizi 

Status gizi merupakan kondisi gizi seseorang yang mampu diketahui 

apakah seseorang tersebut memiliki gizi yang baik, gizi buruk dan gizi yang 

berlebihan [41][42]. Gizi salah akan menjadi gangguan kesehatan yang 

disebabkan adanya kekurangan atau kelebihan keseimbangan gizi yang 

dapat mempengaruhi pertumbuhan, kecerdasan, dan aktivitas. Status gizi 

dapat menjadi hasil akhir dari keseimbangan makanan yang menjadi 

nutrient input dengan seberapa banyak kebutuhan tubuh yang diperlukan 

dari zat gizi tersebut[41]. Data dari puskesmas jatilawang dengan indikator 

status gizi berdasarkan BB/TB memiliki 6 kategori, kategori ini berdasarkan 

Ambang Batas (Z-Score) dan Standar Deviasi (SD) yang sudah ditetapkan. 

Rumus Z-Score untuk menentukan Status Gizi Anak berdasarkan Berat 

Badan menurut Panjang Badan : 

Jika berat Badan Anak < Median maka 

(𝐵𝐵 𝑚𝑒𝑛𝑢𝑟𝑢𝑡 𝑈) =
𝐵𝐵𝑎𝑛𝑎𝑘−𝐵𝐵𝑚𝑒𝑑𝑖𝑎𝑛

𝐵𝐵𝑚𝑒𝑑𝑖𝑎𝑛−(𝑡𝑎𝑏𝑒𝑙−1𝑠𝑑)
     (2.1) 
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Jika berat Badan Anak > Median maka 

(𝐵𝐵 𝑚𝑒𝑛𝑢𝑟𝑢𝑡 𝑈) =
𝐵𝐵𝑎𝑛𝑎𝑘−𝐵𝐵𝑚𝑒𝑑𝑖𝑎𝑛

(𝑡𝑎𝑏𝑒𝑙−1𝑠𝑑)−𝐵𝐵𝑚𝑒𝑑𝑖𝑎
     (2.2) 

BB/PB median dan nilai -1 s/d +1sd dapat dilihat pada tabel berat badan 

menurut Panjang badan pada Permenkes No.2 Tahun 2020 Standar Antropometri 

Anak [43] adalah sebagai berikut: 

a Gizi Buruk memiliki ambang batas < -3SD, seorang anak atau balita dapat 

dikatakan memiliki gizi buruk apabila memiliki nilai ambang batas kurang 

dari -3 SD. 

b Gizi Kurang memiliki ambang batas -3 SD s/d < -2 SD, seorang anak atau 

balita dapat dikatakan memiliki gizi kurang apabila memiliki nilai ambang 

batas diantara -3 SD s/d < -2 SD. 

c Gizi Baik memiliki ambang batas -2 SD s/d +1 SD, seorang anak atau 

balita dapat dikatakan memiliki gizi yang baik apabila memiliki nilai 

ambang batas diantara -2 SD s/d  +1 SD. 

d Risiko Gizi Lebih memiliki ambang batas > +1 SD s/d +2 SD, seorang 

anak atau balita dapat dikatakan memiliki risiko gizi lebih apabila 

memiliki nilai ambang batas lebih dari +1 SD s/d +2 SD. 

e Gizi Lebih memiliki ambang batas > +2 SD s/d +3 SD, seorang anak atau 

balita dapat dikatakan memiliki gizi lebih apabila memiliki nilai ambang 

batas lebih dari +2 SD s/d +3 SD. 

f Obesitas memiliki ambang batas > +3 SD, seorang anak atau balita dapat 

dikatakan obesitas apabila memiliki nilai ambang batas lebih dari +3 SD. 

2.2.2 Data Mining 

Data mining adalah suatu bidang ilmu yang memiliki keterkaitan dengan 

pengumpulan data untuk memperoleh pengetahuan, informasi dan pola dalam 

data yang memiliki ukuran besar. Hasil keluarannya nanti akan digunakan 

sebagai alternatif dalam pengambilan keputusan [6] 
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Gambar 2. 1 Tahapan Proses KDD [6] 

Data mining merupakan bidang ilmu yang memiliki keterkaitan 

dengan bidang lain seperti database, statistik, pencarian informasi, dan 

artificial intelligent [6]. Data mining dibagi menjadi beberapa kelompok 

seperti deskripsi, estimasi, prediksi, klasifikasi, clustering, asosiasi [7]. 

Penjelasan kelompok data mining adalah sebagai berikut : 

a. Deskripsi merupakan proses yang digunakan untuk memperoleh pola, 

yang kemudian pola tersebut akan dijadikan aturan agar memudahkan 

suatu aktivitas [6][44].  

b. Estimasi merupakan sebuah prediksi, hampir sama seperti klasifikasi 

yang membedakan adalah bentuk pengelompokan estimasi berupa 

numerikal [6]. 

c. Prediksi hampir sama dengan klasifikasi namun fungsi data mining ini 

diperuntukan memprediksi nilai atribut yang digunakan [6][44]. 

d. Klasifikasi merupakan pengelompokkan objek berdasarkan variable 

kriteria dengan variable target. Memiliki pemodelan supervised dan 

memprediksi beberapa kelas berdasarkan label yang ada[6][45]. 

e. Clustering, berbeda dengan klasifikasi, fungsi ini digunakan untuk 

mengelompokkan data yang tidak diketahui labelnya dan memiliki 

kemiripan [6][45]. 
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f. Asosiasi adalah pencarian atribut yang muncul bersamaan dalam 

bentuk kumpulan dan himpunan yang memiliki aturan asosiasi sendiri 

[6]. 

2.2.3 Algoritma Naive Bayes 

Algoritma Naive Bayes merupakan pengklasifikasian dengan 

menggunakan metode probabilitas dan statistik untuk memprediksi peluang di 

masa depan dari dataset yang diberikan [46]. Naïve Bayes merupakan Teknik 

klasifikasi berdasarkan penerapan teorema Bayes, yang diasumsukan secara 

sederhana adalah setiap atribut pada kelas tidak saling tergantung(independent) 

pada kehadiran atribut lain di kelas yang sama [47]. Proses membangun sistem 

pengklasifikasian Naive Bayes dibagi menjadi 2 tahap yaitu data latih dan data uji 

[46]. Data training (pelatihan), tahap ini data yang sudah diberi label digunakan 

untuk membangun sebuah model. Data testing(pengujian), tahap ini dilakukan 

untuk mengetahui seberapa akurat model yang dibangun, data yang digunakan 

merupakan data uji yang digunakan untuk memprediksi label dari data yang 

digunakan [48]. Berikut merupakan rumus dasar Teorema Bayes[49] : 

𝑃(𝐻|𝑋) =  
𝑃(𝑋|𝐻)𝑃(𝐻)

𝑃(𝑋)
             (2.3) 

Keterangan : 

X = Data kelas yang belum diketahui 

H = Hipotesis dari X yang merupakan suatu class spesifik 

P(H|X) = Prob. Hipotesis H berdasar kondisi X 

P(X|H) = Prob. X berdasar kondisi tersebut 

P(H) = Prob. Hipotesis H 

P(X) = Prob. Hipotesis X 

Secara umum Bayes tidak sulit dihitung untuk atribut bertipe kategoris 

atau numerik. Densitas Guss dapat digunakan untuk menghitung probabilitas 
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kirteria variable X dengan kelas H, berikut contoh kasus klasifikasi hewan dengan 

menggunakan Naive Bayes [50] : 

Distribusi Gaussian digunakan untuk menunjukan kemungkinan bersyarat 

pada atribut numerik dari kelas P(Xi|Y) dengan mengkarakteristikan dua 

parameter yaitu mean,µ dan varian, σ2. Kemungkinan bersyarat kelas yj untuk 

atribut Xi sebagai berikut : 

𝑃(𝑋𝑖 = 𝑥𝑖|𝑌 =  𝑦𝑗) =
1

√2𝜋𝜎𝑖𝑗
𝑒𝑥𝑝

−
(𝑥𝑖−𝜇𝑖𝑗)2

2𝜎𝑖𝑗
2

         (2.4) 

Keterangan : 

σ  = standar deviasi 

𝜇 =   𝑀𝑒𝑎𝑛 

Tabel 2.2 merupakan contoh data yang digunakan untuk perhitungan manual dari 

klasifikasi hewan.  

Tabel 2. 2 contoh data Klasifikasi Hewan 

Nama Hewan Penutup Kulit Melahirkan Berat Kelas 

Ular Sisik Ya 10 Reptil 

Tikus Bulu  Ya 0.8 Mamalia 

Kambing Rambut Ya 21 Mamalia 

Sapi Rambut Ya 120 Mamalia 

Kadal Sisik Tidak 0.4 Reptil 

Kucing Rambut Ya 1.5 Mamalia 

Bekicot Cangkang Tidak 0.3 Reptil 

Harimau Rambut Ya 43 Mamalia 

Rusa Rambut Ya 45 Mamalia 

Kura - kura Cangkang tidak 7 Reptil 

  

Atribut yang bertipe numerik adalah Berat sedangkan Mean dan varian 

atribut masing – masing kelas dapat dihitung sebagai berikut : 
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Xi (�̅�) merupakan sampel dari seluruh data latih milik yj yang kemudian 

dijadikan sampel mean untuk digunakan sebagai parameter dari µij 

�̅�𝑚𝑎𝑚𝑎𝑙𝑖𝑎 =
0.8+21+120+1.5+43+45

6
 =

231.3

6
= 38.55   

�̅�𝑟𝑒𝑝𝑡𝑖𝑙 =
10+0.4+0.3+7

4
 =

17.7

4
= 4.425     

Sedangkan varian sampel (s2) dari data latih akan digunakan untuk 

parameter 𝜎𝑖𝑗
2  

𝑠𝑚𝑎𝑚𝑎𝑙𝑖𝑎
2 =  

(0.8 − 38.55)2 + (21 − 38.55)2 + (120 − 38.55)2 + (1.5 − 38.55)2 +

6 − 1
 

(43 − 38.55)2 + (43 − 38.55)2 + (45 − 38.55)2

6 − 1
=  

9801.275

5
= 1960.25 

  𝑠𝑚𝑎𝑚𝑎𝑙𝑖𝑎
2 = √1960.25 = 44.275       

𝑠𝑟𝑒𝑝𝑡𝑖𝑙
2 =  

(10 − 4.425)2 + (0.4 − 4.425)2 + (0.3 − 4.425)2 + (7 − 4.425)2

4 − 1
 

𝑠𝑟𝑒𝑝𝑡𝑖𝑙
2 =  

70.9275

3
= 23.6425 

𝑠𝑟𝑒𝑝𝑡𝑖𝑙
2 = √23.6425 = 4.8624       

 Setelah mendapatkan nilai dari parameter yang diinginkan maka 

selanjutnya menghitung nilai probabilitas dengan sampel data uji berupa 

hewan musang  dengan nilai atribut penutup kulit = rambut, melahirkan = 

ya, Berat = 15, yaitu : 

 𝑃(𝐵𝑒𝑟𝑎𝑡 = 15|𝑀𝑎𝑚𝑎𝑙𝑖𝑎) =
1

√2𝜋44.275
𝑒𝑥𝑝−

(15−38.55)2

2𝑥1960.255 = 0.0104  

 𝑃(𝐵𝑒𝑟𝑎𝑡 = 15|𝑅𝑒𝑝𝑡𝑖𝑙) =
1

√2𝜋4.8624
𝑒𝑥𝑝−

(15−4.425)2

2𝑥23.6425 = 0.8733  

 Tabel 2.3 merupakan probabilitas dari atribut dan kelas penutup kulit 
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Tabel 2. 3 Probabilitas atribut dan kelas penutup kulit 

Penutup Kulit 

Mamalia Reptil 

Sisik =0 Sisik =2 

Bulu =1 Bulu =0 

Rambut = 5 Rambut = 0 

Cangkang = 0 Cangkang = 2 

P(kulit = sisik |Mamalia) = 0 P(kulit = sisik |Reptil) = 0.5 

P(kulit = bulu |Mamalia) = 1/6 P(kulit = bulu |Reptil) = 0 

 P(kulit = rambut| Reptil) = 0 

Mamalia Reptil 

P(kulit = rambut|Mamalia) = 

5/6 

P(kulit = cangkang | Reptil) 

= 0.5 

P(kulit = cangkang |Mamalia) 

= 0 

 

 

Tabel 2.4 merupakan probabilitas dari atribut dan kelas melahirkan 

dari mamalia maupun reptile 

Tabel 2. 4 Probabilitas atribut dan kelas melahirkan 

Melahirkan 

Mamalia Reptil 

Ya =6 Ya = 1 

Tidak =0 Tidak = 0 

P(Lahir = Ya |Mamalia) = 1 P(Lahir = Ya|Reptil) = 0.25 

P(Lahir = Tidak |Mamalia) = 0 P(Lahir = Tidak|Reptil) = 0.75 

 

Tabel 2.5 merupakan probabilitas dari atribut Berat dan kelas dari mamalia 

maupun reptile. 
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Tabel 2. 5 Probabilitas atribut Berat dan kelas 

Berat Kelas 

Mamalias Reptil Mamalia Reptil 

�̅�mamalia = 38.55 �̅�reptil= 4.425 Mamalia = 6 Reptil = 4 

𝑠𝑚𝑎𝑚𝑎𝑙𝑖𝑎
2

= 1960.255 

𝑠𝑟𝑒𝑝𝑡𝑖𝑙
2 = 23.6425 P(Mamalia) =  6/10 

= 0.6 

P(Reptil)=4/10 = 

0.4 

Smamalia = 44.275 Sreptil = 4.8624   

 

Lalu tahap menghitung semua probabilitas untuk masing – masing kelas : 

P(X|Mamalia) = P(Kulit = Rambut|Mamalia) x P(Lahir = Ya|Mamalia) x P(Berat = 

15|Mamalia) 

P(X|Mamalia) = 
5

6
 x 1 x 0.0104 = 0.0087      

P(X|Reptil) = P(Kulit = Rambut|Reptil) x P(Lahir = Ya|Reptil) x P(Berat = 

15|Reptil) 

P(X|Reptil) = 0 x 0.25 x 0.87333 = 0      

Kemudian nilai yang sudah ditemukan dihitung untuk memperoleh 

probabilitas akhir : 

P(Mamalia|X) = α x 0.6 x 0.0087 = 0.0052α     

P(Reptil|X) = α x 0 x 0.4 = 0       

α = 1/P(X) memiliki nilai tetap maka tidak perlu dicari karena tidak 

dipengaruhi oleh P(X). Hasil yang diperoleh adalah nilai probabilitas 

terbesar terdapat pada kelas mamalia maka data uji musang diperkirakan 

sebagai kelas mamalia 

2.2.4 Algoritma Random Forest  

Algortime Random Forest merupakan algoritma yang digunakan 

dalam pengklasifikasian untuk meningkatkan nilai akurasi [51]. 

Meningkatkan nilai akurasi dilakukan dengan cara membangun simpul 

anak untuk setiap node dan dipilih secara acak [52]. Algorima Random 
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Forest adalah algoritma pembelajaran mesin yang bersifat supervised 

learning, algoritma ini memiliki konsep seperti decision tree berulang kali 

yang seolah – oleh membentuk forest [53]. Gambar 2.2 merupakan cara 

kerja Random Forest [54]. 

 

Gambar 2. 2 Contoh Cara Kerja Algoritma Random Forest 

 Dilihat pada Gambar 2.2 Random Forest membangun beberapa 

pohon decision tree serta melakukan penggabungan agar hasil klasifikasi 

yang diperoleh lebih stabil dan akurat . Algoritma ini terdiri dari root node 

(akar dari pohon keputusan), internal node memiliki dua output dan satu 

inputan atau sering disebut simpul percabangan, dan leaf node merupakan 

simpul terakhir yang hanya memiliki satu input tanpa memiliki output 

[51][52]. Pohon keputusan dilakukan dengan cara mencari nilai entropy 

digunakan sebagai penentu tingkat ketidakmurnian atribut dan information 

gain, berikut rumus dari Random Forest [51][52] : 

𝐸𝑛𝑡𝑟𝑜𝑝𝑦 (𝑌) = − ∑ 𝑝(𝑐|𝑌)𝑙𝑜𝑔2𝑝(𝑐|𝑌)𝑖          (2.5) 

Keterangan : 

Y = Himpunan kasus 

P(c|Y) = Proporsi nilai Y terhadap c 

 

𝐼𝑛𝑓𝑜𝑟𝑚𝑎𝑡𝑖𝑜𝑛 𝐺𝑎𝑖𝑛(𝑌, 𝑎) =  𝐸𝑛𝑡𝑟𝑜𝑝𝑦 (𝑌) − ∑
|𝑌𝑣|

|𝑌𝑎|
  𝐸𝑛𝑡𝑟𝑜𝑝𝑦 (𝑌𝑣)𝑣Ɛ𝑣𝑎𝑙𝑢𝑒𝑠(𝑎)  (2.6) 
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Keterangan : 

Values(a) = Nilai yang mungkin dalam himpunan a 

Yv = Subkelas dari Y dengan kelas v berhubungan dengan kelas a 

Ya = semua nilai yang sesuai dengan a 

Contoh perhitungan algoritma Random Forest [55]: 

Pada tabel 2.6 merupakan tabel skala penilaian laris dan tidak laris 

pada data penjualan warung makanan cepat saji dengan kurun waktu 30 

hari yang digunakan sebagai contoh perhitungan. Kategori 1 merupakan 

laris dan kategori 2 merupakan tidak laris. 

Tabel 2. 6 Data Penjualan 

No Tanggal 

Penjualan 

Kode 

Menu 

Jenis 

Menu 

Nama 

Menu 

Harga Jumlah 

Terjual 

Status 

Penjualan 

1 1  

Juni  

2018 

SM01 Makanan Super 

Mumer 

20000 15 Laris 

2 PM01 Makanan Paket 

Mumer 

1 

16000 10 Kurang 

Laris 

3 PM02 Makanan Paket 

Mumer 

2 

19000 13 Laris 

4 PM03 Makanan Paket 

Mumer 

3 

23000 12 Kurang 

Laris 

5 PM04 Makanan Paket 

Mumer 

4 

27000 10 Kurang 

Laris 

… … … … … … … …. 

686 30 Juni 

2018 

IF05 Minuman Ice Float 

Mango 

7000 13 Laris 

687 SIC01 Minuman Sundae 

Ice 

Cream 

5000 33 Kurang 

Laris 

688 SD01 Minuman Pepsi 5000 22 Laris 

689 SD02 Minuman Mirinda 5000 25 Kurang 

Laris 

690 AM01 Minuman Air 

Mineral 

4000 30 Laris 

 

Tahapan Perhitungan adalah sebagai berikut : 

Node 1 : 

1. Hitung Entropy total : 

𝐸𝑛𝑡𝑟𝑜𝑝𝑦 [𝑇𝑜𝑡𝑎𝑙] = (−
276

690
𝑥 𝑙𝑜𝑔2 (

276

690
)) + (−

414

690
𝑥 𝑙𝑜𝑔2 (

414

690
))= 0,970951 
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2. Hitung Entropy dan Gain dengan masing – masing atribut 

a. Jenis Menu 

𝐸𝑛𝑡𝑟𝑜𝑝𝑦 [𝑀𝑒𝑛𝑢 − 𝑀𝑎𝑘𝑎𝑛𝑎𝑛] 

(−
165

420
𝑥 𝑙𝑜𝑔2 (

165

420
)) + (−

255

420
𝑥 𝑙𝑜𝑔2 (

255

420
)) = 0.966619  

𝐸𝑛𝑡𝑟𝑜𝑝𝑦 [𝑀𝑒𝑛𝑢 − 𝑀𝑖𝑛𝑢𝑚𝑎𝑛] 

(−
111

270
𝑥 𝑙𝑜𝑔2 (

111

270
)) + (−

159

270
𝑥 𝑙𝑜𝑔2 (

159

270
)) = 0.977080  

𝐼𝑛𝑓𝑜𝑟𝑚𝑎𝑡𝑖𝑜𝑛 𝐺𝑎𝑖𝑛 [𝑀𝑒𝑛𝑢]

= 0,970951 − ((
420

690
𝑥0.966619) + (

270

690
𝑥0.977080))

= 0.76491 

b. Menu Makanan 

𝐸𝑛𝑡𝑟𝑜𝑝𝑦 [𝑀𝑎𝑘𝑎𝑛𝑎𝑛 − 𝐴] 

= (−
13

30
𝑥 𝑙𝑜𝑔2 (

13

30
)) + (−

17

30
𝑥 𝑙𝑜𝑔2 (

17

30
)) = 0.987138 

𝐸𝑛𝑡𝑟𝑜𝑝𝑦 [𝑀𝑎𝑘𝑎𝑛𝑎𝑛 − 𝐵] 

= (−
11

30
𝑥 𝑙𝑜𝑔2 (

11

30
)) + (−

19

30
𝑥 𝑙𝑜𝑔2 (

19

30
)) = 0.948078 

𝐸𝑛𝑡𝑟𝑜𝑝𝑦 [𝑀𝑎𝑘𝑎𝑛𝑎𝑛 − 𝐶] 

= (−
11

30
𝑥 𝑙𝑜𝑔2 (

11

30
)) + (−

19

30
𝑥 𝑙𝑜𝑔2 (

19

30
)) = 0.948078 

𝐸𝑛𝑡𝑟𝑜𝑝𝑦 [𝑀𝑎𝑘𝑎𝑛𝑎𝑛 − 𝐷] 

= (−
12

30
𝑥 𝑙𝑜𝑔2 (

12

30
)) + (−

18

30
𝑥 𝑙𝑜𝑔2 (

18

30
)) = 0.970951 

𝐸𝑛𝑡𝑟𝑜𝑝𝑦 [𝑀𝑎𝑘𝑎𝑛𝑎𝑛 − 𝐸] 

= (−
13

30
𝑥 𝑙𝑜𝑔2 (

13

30
)) + (−

17

30
𝑥 𝑙𝑜𝑔2 (

17

30
)) = 0.987138 

𝐸𝑛𝑡𝑟𝑜𝑝𝑦 [𝑀𝑎𝑘𝑎𝑛𝑎𝑛 − 𝐹] 

= (−
15

30
𝑥 𝑙𝑜𝑔2 (

15

30
)) + (−

15

30
𝑥 𝑙𝑜𝑔2 (

15

30
)) = 1 

 

𝐸𝑛𝑡𝑟𝑜𝑝𝑦 [𝑀𝑎𝑘𝑎𝑛𝑎𝑛 − 𝐺] 

= (−
6

30
𝑥 𝑙𝑜𝑔2 (

6

30
)) + (−

24

30
𝑥 𝑙𝑜𝑔2 (

24

30
)) = 0.721928 
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𝐸𝑛𝑡𝑟𝑜𝑝𝑦 [𝑀𝑎𝑘𝑎𝑛𝑎𝑛 − 𝐻] 

= (−
13

30
𝑥 𝑙𝑜𝑔2 (

13

30
)) + (−

17

30
𝑥 𝑙𝑜𝑔2 (

17

30
)) = 0.987138 

𝐸𝑛𝑡𝑟𝑜𝑝𝑦 [𝑀𝑎𝑘𝑎𝑛𝑎𝑛 − 𝐼] 

= (−
10

30
𝑥 𝑙𝑜𝑔2 (

10

30
)) + (−

20

30
𝑥 𝑙𝑜𝑔2 (

20

30
)) = 0.918296 

𝐸𝑛𝑡𝑟𝑜𝑝𝑦 [𝑀𝑎𝑘𝑎𝑛𝑎𝑛 − 𝐽] 

= (−
14

30
𝑥 𝑙𝑜𝑔2 (

14

30
)) + (−

16

30
𝑥 𝑙𝑜𝑔2 (

16

30
)) = 0.996792 

𝐸𝑛𝑡𝑟𝑜𝑝𝑦 [𝑀𝑎𝑘𝑎𝑛𝑎𝑛 − 𝐾] 

= (−
10

30
𝑥 𝑙𝑜𝑔2 (

10

30
)) + (−

20

30
𝑥 𝑙𝑜𝑔2 (

20

30
)) = 0.918296 

𝐸𝑛𝑡𝑟𝑜𝑝𝑦 [𝑀𝑎𝑘𝑎𝑛𝑎𝑛 − 𝐿] 

= (−
15

30
𝑥 𝑙𝑜𝑔2 (

15

30
)) + (−

15

30
𝑥 𝑙𝑜𝑔2 (

15

30
)) = 1 

𝐸𝑛𝑡𝑟𝑜𝑝𝑦 [𝑀𝑎𝑘𝑎𝑛𝑎𝑛 − 𝑀] 

= (−
8

30
𝑥 𝑙𝑜𝑔2 (

8

30
)) + (−

22

30
𝑥 𝑙𝑜𝑔2 (

22

30
)) = 0.836641 

𝐸𝑛𝑡𝑟𝑜𝑝𝑦 [𝑀𝑎𝑘𝑎𝑛𝑎𝑛 − 𝐻] 

= (−
14

30
𝑥 𝑙𝑜𝑔2 (

14

30
)) + (−

16

30
𝑥 𝑙𝑜𝑔2 (

16

30
)) = 0.996792 

𝐼𝑛𝑓𝑜𝑟𝑚𝑎𝑡𝑖𝑜𝑛 𝐺𝑎𝑖𝑛 [𝑀𝑎𝑘𝑎𝑛𝑎𝑛]

= 0,970951 

− ((
30

690
𝑥0.987138) + (

30

690
𝑥0.948078 ) + (

30

690
𝑥0.948078)

+ (
30

690
𝑥0.970951) + (

30

690
𝑥 0.987138) + (

30

690
𝑥 1 )

+ (
30

690
𝑥0.721928 ) + (

30

690
𝑥0.987138 ) + (

30

690
𝑥0.918296 )

+ (
30

690
𝑥0.996792) + (

30

690
𝑥0.918296 ) + (

30

690
𝑥 1)

+ (
30

690
𝑥0.836641 ) + (

30

690
𝑥0.996792  )) = 1.501991 

c. Menu Minuman 

𝐸𝑛𝑡𝑟𝑜𝑝𝑦 [𝑀𝑖𝑛𝑢𝑚𝑎𝑛 − 𝐴] 

= (−
11

30
𝑥 𝑙𝑜𝑔2 (

11

30
)) + (−

19

30
𝑥 𝑙𝑜𝑔2 (

19

30
)) = 0.948078 

𝐸𝑛𝑡𝑟𝑜𝑝𝑦 [𝑀𝑖𝑛𝑢𝑚𝑎𝑛 − 𝐵] 
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= (−
12

30
𝑥 𝑙𝑜𝑔2 (

12

30
)) + (−

18

30
𝑥 𝑙𝑜𝑔2 (

18

30
)) = 0.970951 

𝐸𝑛𝑡𝑟𝑜𝑝𝑦 [𝑀𝑖𝑛𝑢𝑚𝑎𝑛 − 𝐶] 

= (−
12

30
𝑥 𝑙𝑜𝑔2 (

12

30
)) + (−

18

30
𝑥 𝑙𝑜𝑔2 (

18

30
)) = 0.970951 

𝐸𝑛𝑡𝑟𝑜𝑝𝑦 [𝑀𝑖𝑛𝑢𝑚𝑎𝑛 − 𝐷] 

= (−
15

30
𝑥 𝑙𝑜𝑔2 (

15

30
)) + (−

15

30
𝑥 𝑙𝑜𝑔2 (

15

30
)) = 1 

𝐸𝑛𝑡𝑟𝑜𝑝𝑦 [𝑀𝑖𝑛𝑢𝑚𝑎𝑛 − 𝐸] 

= (−
8

30
𝑥 𝑙𝑜𝑔2 (

8

30
)) + (−

22

30
𝑥 𝑙𝑜𝑔2 (

22

30
)) = 0.836641 

𝐸𝑛𝑡𝑟𝑜𝑝𝑦 [𝑀𝑖𝑛𝑢𝑚𝑎𝑛 − 𝐹] 

= (−
9

30
𝑥 𝑙𝑜𝑔2 (

9

30
)) + (−

21

30
𝑥 𝑙𝑜𝑔2 (

21

30
)) = 0.881291 

𝐸𝑛𝑡𝑟𝑜𝑝𝑦 [𝑀𝑖𝑛𝑢𝑚𝑎𝑛 − 𝐺] 

= (−
15

30
𝑥 𝑙𝑜𝑔2 (

15

30
)) + (−

15

30
𝑥 𝑙𝑜𝑔2 (

15

30
)) = 1 

𝐸𝑛𝑡𝑟𝑜𝑝𝑦 [𝑀𝑖𝑛𝑢𝑚𝑎𝑛 − 𝐻] 

= (−
11

30
𝑥 𝑙𝑜𝑔2 (

11

30
)) + (−

19

30
𝑥 𝑙𝑜𝑔2 (

19

30
)) = 0.948078 

𝐸𝑛𝑡𝑟𝑜𝑝𝑦 [𝑀𝑖𝑛𝑢𝑚𝑎𝑛 − 𝐼] 

= (−
18

30
𝑥 𝑙𝑜𝑔2 (

18

30
)) + (−

12

30
𝑥 𝑙𝑜𝑔2 (

12

30
)) = 0.970951 

𝐼𝑛𝑓𝑜𝑟𝑚𝑎𝑡𝑖𝑜𝑛 𝐺𝑎𝑖𝑛 [𝑀𝑎𝑘𝑎𝑛𝑎𝑛]

= 0,970951 

− ((
30

690
𝑥0.948078) + (

30

690
𝑥0.970951) + (

30

690
𝑥0.970951)

+ (
30

690
𝑥 1) + (

30

690
𝑥 0.836641) + (

30

690
𝑥 0.881291 )

+ (
30

690
𝑥 1 ) + (

30

690
𝑥0.948078) + (

30

690
𝑥0.970951))

= 1.21703 

d. Harga 

𝐸𝑛𝑡𝑟𝑜𝑝𝑦 [𝐻𝑎𝑟𝑔𝑎 − 𝐴] 

= (−
263

660
𝑥 𝑙𝑜𝑔2 (

263

660
)) + (−

397

660
𝑥 𝑙𝑜𝑔2 (

397

660
)) =  0.970057  

𝐸𝑛𝑡𝑟𝑜𝑝𝑦 [𝐻𝑎𝑟𝑔𝑎 − 𝐵] 

= (−
13

30
𝑥 𝑙𝑜𝑔2 (

13

30
)) + (−

17

30
𝑥 𝑙𝑜𝑔2 (

17

30
)) = 0.987138 
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𝐼𝑛𝑓𝑜𝑟𝑚𝑎𝑡𝑖𝑜𝑛 𝐺𝑎𝑖𝑛 [𝐻𝑎𝑟𝑔𝑎]

= 0,970951 − ((
660

690
𝑥 0.970057) + (

30

690
𝑥 0.987138))

= 0.085989  

e. Jumlah Terjual 

𝐸𝑛𝑡𝑟𝑜𝑝𝑦 [𝐽𝑢𝑚𝑙𝑎ℎ − 𝐴] 

= (−
190

524
𝑥 𝑙𝑜𝑔2 (

190

524
)) + (−

334

524
𝑥 𝑙𝑜𝑔2 (

334

524
)) =  0.944817  

𝐸𝑛𝑡𝑟𝑜𝑝𝑦 [𝐽𝑢𝑚𝑙𝑎ℎ − 𝐵] 

= (−
86

166
𝑥 𝑙𝑜𝑔2 (

86

166
)) + (−

80

166
𝑥 𝑙𝑜𝑔2 (

80

166
)) = 0.999057 

𝐼𝑛𝑓𝑜𝑟𝑚𝑎𝑡𝑖𝑜𝑛 𝐺𝑎𝑖𝑛 [𝐽𝑢𝑚𝑙𝑎ℎ]

= 0,970951 − ((
524

690
𝑥 0.944817 ) + (

166

690
𝑥  0.999057))

= 0.493791 

Dari hasil perhitungan di atas maka dapat dilihat pada tabel 2.7. 

Tabel 2. 7 Tabel Perhitungan Awal 

Node   Jumlah 

Kasus 

Status Penjualan Nilai 

Laris Kurang 

Laris 

Entropy Information 

Gain 

   (Y) (Y1) (Y2)   

1 Total  690 276 414 0.970951  

 Jenis 

Menu 

     0.76491 

  Makanan 420 165 255 0.966619  

  Minuman 270 111 159 0.977080  

 Menu 

Makanan 

     1.501991 

  Super 

Mumer (A) 

30 13 17 0.987138  

  Paket 

Mumer 1 (B) 

30 11 19 0.948078  

  Paket 

Mumer 2 (C) 

30 11 19 0.948078  

  Paket 

Mumer 3 (D) 

30 12 18 0.970951  

  Paket 

Mumer 4 (E) 

30 13 17 0.987138  

  Rice Bento 

(F) 

30 15 15 1  

  Original 

Burger (G) 

30 6 24 0.721928  

  AyamGeprek 

(H) 

30 13 17 0.987138  
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Node   Jumlah 

Kasus 

Status Penjualan Nilai 

 Laris Kurang 

Laris 

Entropy Information 

Gain 

  French Fries 

(I) 

30 10 20 0.918296  

  Dada (J) 30 14 16 0.996792  

 Menu 

Makanan 

Paha Atas 

(K) 

30 10 20 0.918296  

  Sayap (L) 30 15 15 1  

  Paha Bawah 

(M) 

30 8 22 0.836641  

  Nasi Putih 

(N) 

30 14 16 0.996792  

 Menu 

Minuman 

  165 255  1.21703 

  Ice Float 

Mocca (A) 

30 11  19  0.948078  

  Ice Float 

Tropical (B) 

 

30 12 18 0.970951  

  Ice Float 

Lechy (C) 

30 12 18 0.970951  

  Ice Float 

Orange (D) 

30 15 15 1  

  Ice Float 

Mango (E) 

30 8 22 0.836641  

  Sundae Ice 

Cream (F) 

30 9 21 0.881291  

  Pepsi (G) 30 15 15 1  

  Mirinda (H) 30 11 19 0.948078  

  Air Mineral 

(I) 

30 18 12 0.970951  

 Harga      0.085989 

  <=25.000 

(A) 

660 263 397 0.970057  

  >25.000 (B) 30 13 17 0.987138  

 Jumlah 

Terjual 

     0.493791 

  <=25 Pcs 

(A) 

524 190 334 0.944817  

  >25 Pcs (B) 166 86 80 0.999057  

 

Hasil percobaan pada tabel di atas menghasilkan nilai entropy dan gain 

tertinggi yaitu 1,501991 pada atribut Menu Makanan. Pada atribut menu 

makanan memiliki 14 kelas yang terdiri dari 12 kelas yang dikelompokkan 

sehingga mendapatkan suatu keputusan yaitu tidak puas. Lalu untuk 2 kelas 

lainnya yang dikelompokkan memperoleh suatu keputusan yaitu adanya 

keseimbangan antara laris dan tidak laris. 
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Gambar 2. 3 Hasil Pohon Keputusan Perhitungan Manual 

2.2.5 K-fold Cross Validation 

K-fold Cross Validation adalah suatu teknik dari validasi silang, caranya 

data akan dibagi dengan ukuran yang sama menjadi beberapa k bagian set data. 

Dilakukannya pelatihan dan pengujian sejumlah k kali. Teknik validasi model 

digunakan memprediksi model dan keakuratan dari model prediktif dalam 

praktiknya [56][57]. Pada gambar 2.4 merupakan contoh 10-fold Cross 

Validation, berarti data akan dibagi dan mempunyai peluang yang sama menjadi 

testing training yang kemudian akan diproses sebanyak 10 kali.  

1 2 3 4 5 6 7 8 9 10 

1 2 3 4 5 6 7 8 9 10 

1 2 3 4 5 6 7 8 9 10 

1 2 3 4 5 6 7 8 9 10 

1 2 3 4 5 6 7 8 9 10 

1 2 3 4 5 6 7 8 9 10 

1 2 3 4 5 6 7 8 9 10 

1 2 3 4 5 6 7 8 9 10 

1 2 3 4 5 6 7 8 9 10 

1 2 3 4 5 6 7 8 9 10 

 

 Data Training 

 Data Testing 

Gambar 2. 4 Model 10-fold Cross Validation [57] 
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Data untuk model pengujian pada gambar di atas akan dilabeli sebagai D1, 

D2, D3, D4, D5, D6, D7, D8, D9, dan D10. Percobaan yang dilakukan adalah 

sebagai berikut : 

1.) Percobaan pertama, data D1 dijadikan data testing, maka data 

trainingnya D2, D3, D4, D5, D6, D7, D8, D9, D10. 

2.) Percobaan kedua, data D2 dijadikan data testing maka data 

trainingnya D1, D3, D4, D5, D6, D7, D8, D9, D10. 

3.) Percobaan ketiga, data D3 dijadikan data testing maka data 

trainingnya D1, D2, D4, D5, D6, D7, D8, D9, D10. 

4.) Percobaan keempat, data D4 dijadikan data testing maka data 

trainingnya D1, D2, D3, D5, D6, D7, D8, D9, D10. 

5.) Percobaan kelima, data D5 dijadikan data testing maka data 

trainingnya D1, D2, D3, D4, D6, D7, D8, D9, D10. 

6.) Percobaan keenam, data D6 dijadikan data testing maka data 

trainingnya D1, D2, D3, D4, D5, D7, D8, D9, D10. 

7.) Percobaan ketujuh, data D7 dijadikan data testing maka data 

trainingnya D1, D2, D3, D4, D5, D6, D8, D9, D10. 

8.) Percobaan kedelapan, data D8 dijadikan data testing maka data 

trainingnya D1, D2, D3, D4, D5, D6, D7, D9, D10. 

9.) Percobaan kesembilan, data D9 dijadikan data testing maka data 

trainingnya D1, D2, D3, D4, D5, D6, D7, D8, D10. 

10.) Percobaan kesepuluh, data D10 dijadikan data testing maka data 

trainingnya D1, D2, D3, D4, D5, D6, D7, D8, D9. 

2.2.6 Confusion Matrix 

Confusion Matrix digunakan untuk menghitung tingkat akurasi, dimana 

hasil dari pengujian tingkat akurasi tersebut memiliki beberapa proses pencarian 

nilai precision, recall, accuracy [58][59]. Pada Tabel 2.8 merupakan gambar tabel 

confusion matrix. Sedangkan Tabel 2.9 merupakan penjelasan dari label yang 

digunakan pada Confusion Matrix 
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Tabel 2. 8 Tabel Confusion Matrix[60] 

Confusion 

Matrix 

Prediksi 

Gizi 

Buruk 

Gizi 

Kurang 

Gizi 

Baik 

Risiko 

Gizi 

Lebih 

Gizi 

Lebih 

Obesitas 

D
at

a 
S

eb
en

ar
n

y
a 

Gizi 

Buruk 

TBB BFK BFBaik BFR BFL BFO 

Gizi 

Kurang 

KFB TKK KFBaik KFR KFL KFO 

Gizi 

Baik 

BaikFB BaikFK TBaik 

Baik 

BaikFR BaikFL BaikFO 

Risiko 

Gizi 

Lebih 

RFB RFK RFBaik TRR RFL RFO 

Gizi 

Lebih 

LFB LFK LFBaik LFR TLL LFO 

Obesitas OFB OFK OFBaik OFR OFL TOO 

 

Tabel 2. 9 Keterangan Confusion Matrix[60] 

No Label Keterangan 

1 TBB (True Buruk Buruk) Seluruh data sebenarnya dari kelas 

gizi buruk yang benar 

diklasifikasikan sebagai kelas gizi 

buruk. 

2 TKK (True Kurang Kurang) Seluruh data sebenarnya dari kelas 

gizi kurang yang benar 

diklasifikasikan sebagai kelas gizi 

kurang. 

3 TBaikBaik (True Baik Baik) Seluruh data sebenarnya dari kelas 

gizi baik yang benar diklasifikasikan 

sebagai kelas gizi baik. 

4 TRR (True Risiko Risiko) Jumlah data sebenarnya dari kelas 

risiko gizi lebih yang benar 

diklasifikasikan sebagai kelas risiko 

gizi lebih. 

5 TLL (True Lebih Lebih) Seluruh data sebenarnya dari kelas 

gizi lebih yang benar diklasifikasikan 

sebagai kelas gizi lebih. 

6 TOO (True Obesitas Obesitas) Seluruh data sebenarnya dari kelas 

obesitas yang benar diklasifikasikan 

sebagai kelas obesitas. 

7 BFK (Buruk False Kurang) Seluruh data sebenarnya dari kelas 

gizi buruk yang salah 

diklasifikasikan sebagai kelas gizi 

kurang. 
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No Label Keterangan 

8 BFBaik (Buruk False Baik) Seluruh data sebenarnya dari kelas 

gizi buruk yang salah 

diklasifikasikan sebagai gizi baik. 

9 BFR (Buruk False Risiko) Seluruh data sebenarnya dari kelas 

gizi buruk yang salah 

diklasifikasikan sebagai kelas risiko 

gizi kurang. 

10 BFL (Buruk False Lebih) Seluruh data sebenarnya dari kelas 

gizi buruk yang salah 

diklasifikasikan sebagai kelas gizi 

lebih. 

11 BFO (Buruk False Obesitas) Seluruh data sebenarnya dari kelas 

gizi buruk yang salah 

diklasifikasikan sebagai kelas 

obesitas. 

12 KFB (Kurang False Buruk) Seluruh data sebenarnya dari kelas 

gizi kurang yang salah 

diklasifikasikan sebagai kelas gizi 

buruk. 

13 KFBaik (Kurang False Baik) Seluruh data sebenarnya dari kelas 

gizi kurang yang salah 

diklasifikasikan sebagai kelas gizi 

baik. 

14 KFR (Kurang False Risiko) Seluruh data sebenarnya dari kelas 

gizi kurang yang salah 

diklasifikasikan sebagai kelas risiko 

gizi lebih. 

15 KFL (Kurang False Lebih) Seluruh data sebenarnya dari kelas 

gizi kurang yang salah 

diklasifikasikan sebagai kelas gizi 

lebih. 

16 KFO (Kurang False Obesitas) Seluruh data sebenarnya dari kelas 

gizi kurang. yang salah 

diklasifikasikan sebagai kelas 

obesitas. 

17 BaikFB (Baik False Buruk) Seluruh data sebenarnya dari kelas 

gizi baik yang salah diklasifikasikan 

sebagai kelas gizi buruk. 

18 BaikFK (Baik False Kurang) Seluruh data sebenarnya dari kelas 

gizi baik yang salah diklasifikasikan 

sebagai kelas gizi kurang. 

19 BaikFR (Baik False Risiko) Seluruh data sebenarnya dari kelas 

gizi baik yang salah diklasifikasikan 

sebagai kelas risiko gizi lebih. 

20 BaikFL (Baik False Lebih) Seluruh data sebenarnya dari kelas 

gizi baik yang salah diklasifikasikan 

sebagai kelas gizi lebih. 

21 BaikFO (Baik False Obesitas) Seluruh data sebenarnya dari kelas 

gizi baik yang salah diklasifikasikan 

sebagai kelas obesitas. 

22 RFB (Risiko False Buruk) Seluruh data sebenarnya dari kelas 

risiko gizi lebih yang salah 

diklasifikasikan sebagai kelas gizi 

buruk. 
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No Label Keterangan 

23 RFK (Risiko False Kurang) Seluruh data sebenarnya dari kelas 

risiko gizi lebih yang salah 

diklasifikasikan sebagai gizi kurang. 

24 RFBaik (Risiko False Baik) Seluruh data sebenarnya dari kelas 

risiko gizi lebih yang salah 

diklasifikasikan sebagai kelas gizi 

baik. 

25 RFL (Risiko False Lebih) Seluruh data sebenarnya dari kelas 

risiko gizi lebih yang salah 

diklasifikasikan sebagai kelas gizi 

lebih. 

26 RFO (Risiko False Obesitas) Seluruh data sebenarnya dari kelas 

risiko gizi lebih yang salah 

diklasifikasikan sebagai kelas 

obesitas. 

27 LFB (Lebih False Buruk) Seluruh data sebenarnya dari kelas 

gizi lebih yang salah diklasifikasikan 

sebagai kelas gizi buruk. 

28 LFK (Lebih False Kurang) Seluruh data sebenarnya dari kelas 

gizi lebih yang salah diklasifikasikan 

sebagai kelas gizi kurang. 

29 LFBaik (Lebih False Baik) Seluruh data sebenarnya dari kelas 

gizi lebih yang salah diklasifikasikan 

sebagai kelas gizi baik. 

30 LFR (Lebih False Risiko) Seluruh data sebenarnya dari kelas 

gizi lebih yang salah diklasifikasikan 

sebagai kelas risiko gizi lebih. 

31 LFO (Lebih False Obesitas) Seluruh data sebenarnya dari kelas 

gizi lebih yang salah diklasifikasikan 

sebagai kelas obesitas. 

32 OFB (Obesitas False Buruk) Seluruh data sebenarnya dari kelas 

obesitas yang salah diklasifikasikan 

sebagai kelas gizi buruk. 

33 OFK (Obesitas False Kurang) Seluruh data sebenarnya dari kelas 

obesitas yang salah diklasifikasikan 

sebagai kelas gizi kurang. 

34 OFBaik (Obesitas False Baik) Seluruh data sebenarnya dari kelas 

obesitas yang salah diklasifikasikan 

sebagai kelas gizi baik. 

35 OFR (Obesitas False Risiko Gizi 

Lebih) 

Seluruh data sebenarnya dari kelas 

obesitas yang salah diklasifikasikan 

sebagai kelas risiko gizi lebih. 

36 OFL (Obesitas False Lebih) Seluruh data sebenarnya dari kelas 

obesitas yang salah diklasifikasikan 

sebagai kelas gizi lebih. 

 

Rumus yang digunakan dalam  confusion matrix adalah sebagai 

berikut [58][59][61]: 

• Akurasi digunakan untuk membandingkan kasus yang dianggap benar 

pada semua proses pengujian kasus. 
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𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 =  
TP+TN

TP+FP+TN+FN
        (2.7) 

Lalu rumus ini diterapkan kepada dataset sehingga menjadi  

𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 =

 
TBB+TKK+TBaikBaik+TRR+TLL+TOO

(TBB+BFK+BFBaik+BFR+BFL+BFO)….+(OFB+OFK+OFBaik+OFR+OFL+TOO)
 

(2.8) 

• Precision digunakan untuk mengevaluasi kemampuan sistem dengan 

mencocokan antara data sebenarnya dengan prediksi positif. 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =  
TP

(TP+FP)
         (2.8) 

Setelah rumus diterapkan ke dalam dataset menjadi  

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =  
TBB

(TBB+KFB+BaikFB+RFB+LFB+OFB)
    

Rumus yang sama juga digunakan untuk kategori Gizi Kurang, Risiko 

Gizi Lebih, Gizi Lebih, dan Obesitas 

• Recall digunakan untuk membandingkan total data yang benar - benar 

bernilai buruk, kurang, baik, risiko, lebih, atau obesitas. 

𝑅𝑒𝑐𝑎𝑙𝑙 =  
TP

(TP+FN)
       (2.9) 

Setelah rumus diterapkan ke dalam dataset akan menjadi seperti di 

bawah.  

Rumus ini berlaku untuk setiap kategori 

𝑅𝑒𝑐𝑎𝑙𝑙 =  
TBB

(TBB+BFK+BFBaik+BFR+BFL+BFO)
        

 

2.2.7 Kerangka Berpikir 

Penelitian ini akan menganalisis akurasi dan waktu komputasi pada 

klasifikasi status gizi di Jatilawang. Data yang digunakan adalah dataset private 

dari Puskesmas Jatilawang pada bulan Februari 2022. Dataset dengan atribut yang 

dibutuhkan dapat dilihat pada Tabel 3.5 berupa sampel dataset yang digunakan. 

Metode penelitian ini menggunakan klasifikasi dengan membandingkan 

Algoritma Naive Bayes dan Random Forest sehingga memperoleh hasil kinerja 
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dengan akurasi terbaik dan waktu komputasi tercepat. Gambar 2.5 Merupakan 

kerangka berpikir penelitian. 

 

Gambar 2. 5 Kerangka Berpikir Penelitian 

 

 

 

 

 

 

 

  

 


