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2.1. Penelitian Terdahulu

Penelitian-penelitian terdahulu berikut menjadi bahan perbandingan penulis
dalam penelitian yang dibuat. Pada beberapa penelitian sebelumnya, penulis
mengangkat topik penelitian yang tidak jauh dari yang digunakan sebagai
referensi untuk membanyak bahan penelitian yang dibuat.

Penelitian [16] dilakukan oleh A. Sai Bharadwaj Reddy dan D. Sujitha Juliet
pada tahun 2019 mengenai klasifikasi citra sel malaria. Identifikasi penyakit
malaria melibatkan perhitungan parasit dan sel darah merah yang terinfeksi
dengan cara manual. Cara tersebut masih tergantung pada pengalaman dan
keterampilan ahli mikroskop, karena tidak adanya sistem yang dapat
mempermudah identifikasi penyakit malaria. Penelitian [16] membuat sistem
klasifikasi penyakit malaria agar dapat mempermudah identifikasi penyakit
malaria berdasarkan citra dan meminimalisir kesalahan hasil identifikasi. Dataset
yang digunakan adalah 27.558 gambar sel yang terinfeksi dan tidak terinfeksi
yang tersedia di situs resmi National Library of Medicine (NLM). Proses training
dataset dilakukan menggunakan arsitektur ResNet-50 dengan epoch 193,
menghasilkan nilai akurasi sebesar 95,91%. Pada penelitian [16] hanya sebatas
klasifikasi gambar tanpa adanya pembuatan interface untuk penggunanya.

Penelitian dibuat oleh Jiantin Yuan dkk, tahun 2020 mengangkat topik
penyakit kelenjar parotis. Penyakit kelenjar parotis dapat dengan mudah menular
melalui udara, sehingga menjadi ancaman yang besar bagi kehidupan
penderitanya. Saat ini pencitraan MRI, ultrasound dan CT umumnya digunakan
dalam pencitraan tumor parotis untuk membantu tenaga medis. Cara tersebut
masih belum efektif dan membutuhkan banyak, karena dalam mendeteksi masih
dilakukan manual oleh tenaga medis dengan mengamati hasil gambar citra CT.
Penelitian [17] sistem untuk mempermudah tenaga medis dalam menganalisis

tumor parotis agar lebih efektif dan efisien. Dataset yang digunakan sebanyak 152



gambar yang diantaranya berisi 51 gambar tumor ganas parotis dan 101 gambar
adenoma pleomorfik yang berasal dari Rumah Sakit Rakyat Daerah Otonomi
Uygur Xinjiang. Proses training dataset dilakukan menggunakan arsitektur
Residual Network-50 (ResNet-50) dengan jumlah total epoch sebanyak 1000 kali
dan menghasilkan akurasi mencapai 90%. Penelitian ini hanya dibuat sebatas
sistem untuk mendeteksi tumor parotis tanpa adanya user interface [17].

Pada tahun 2020, penelitian [18] yang dilakukan oleh Pulung Adi Nugroho
mengambil topik permasalahan mengenai Klasifikasi ekspresi wajah dengan
metode Convolutional Neural Networks (CNN) yang berbasis web. Ekspresi
wajah terbentuk dari gerakan otot wajah, sehingga dapat menyampaikan keadaan
emosional kepada pengamatnya, dimana manusia dapat mengenali ekspresi
wajah, tetapi tidak dapat mengklasifikasikannya. Seiring berkembangnya
teknologi komputer yang dapat belajar sendiri seperti manusia, maka dari itu
peneliti memanfaatkan teknologi tersebut untuk membuat sistem klasifikasi
berbasis website. Data yang dipakai berasal dari kaggle dengan total data
validation sebanyak 28.821 train sebanyak 7066. Data yang digunakan terdiri dari
marah, jijik, takut, senang, netral, sedih, dan kaget. Akurasi yang dihasilkan dalam
pengujian sebesar 65%. Hasil yang didapatkan masih rendah dan belum baik
dalam mengklasifikasi ekpresi wajah [18].

Penelitian [19] yang dilakukan oleh Anubhav Mehra pada tahun 2021
mengambil topik permasalahan mengenai kanker. Pada stadium lanjut penyakit
kanker kulit ini menjadi sangat mematikan dan kemungkinan untuk bertahan
hidup sangat kecil. Penelitian [19] dibuat untuk mendiagnosis penyakit kanker
kulit lebih awal sehingga pasien dapat ditangani lebih awal. Peneliti [19]
menggunakan metode Convolutional Neural Networks (CNN) dengan arsitektur
Residual Networks-50 (ResNet-50) untuk training dan testing klasifikasi dataset
kanker kulit. Data gambar yang digunakan berupa sekumpulan gambar
dermoskopi dengan tujuh kategori yang berbeda yang memiliki total jumlah
10.015 gambar yang tersedia melalui arsip ISIC. Akurasi yang didapat dengan
menggunakan arsitektur Residual Network-50 (ResNet-50) yaitu sebesar 84,87%.



Penelitian ini hanya dibuat sebatas sistem klasifikasi tanpa adanya interface
pengguna [19].

Penelitian [20] yang dilakukan oleh Chai C. Foong, Goh K. Meng dan Lim
L. Tze pada tahun 2021 mengangkat topik mengenai deteksi buah busuk. Buah
akan mudah membusuk jika tidak disimpan dengan baik karena disebabkan oleh
penyebaran bakteri. Oleh karena itu, penting bagi penjual buah-buahan untuk
melakukan pemeriksaan sebelum dijual kepada konsumen. Identifikasi buah
busuk masih dilakukan secara manual, rendahnya konsisten dan akurasi juga
disebabkan oleh keterbatasan penglihatan manusia. Untuk mengatasi
permasalahan tersebut dibuatlah sistem pendeteksi buah busuk dengan
menerapkan arsitektur Residual Networks-50 (ResNet-50). Dataset yang
digunakan terdapat tiga jenis buah, diantaranya yaitu pisang, apel, dan jeruk.
Akurasi yang diperoleh dalam proses training dengan arsitektur Residual
Network-50 (ResNet-50) sebesar 98,89% dengan total waktu 212,13 menit.
Penelitian ini hanya dibuat sebatas sistem Kklasifikasi tanpa adanya interface
pengguna seperti dalam bentuk website atau platform lainnya [20].

Pada tahun 2021, Guowei Wang dkk. melakukan penelitian mengenai
deteksi tanaman jagung. Diagnosa penyakit jagung masih dilakukan secara
manual dengan pengamatan visual manusia. Cara tersebut sangat tidak efektif dan
efisien, sebab panca indra mata manusia memiliki keterbatasan sehingga
membutuhkan waktu yang lama dan kemungkinan diagnosa tidak benar. Seiring
berkembangnya teknologi, penelitian [21] membuat sistem yang dapat mendeteksi
penyakit tanaman jagung. Dataset yang digunakan terdapat empat jenis gambar
diantaranya yaitu penyakit mosaik jagung, penyakit bercak kelabu, penyakit karat,
penyakit hawar daun, dan gambar tanaman jagung yang normal dengan total
sebanyak 2309 gambar. Dataset diambil secara manual menggunakan smartphone
yang sudah dikonfirmasi oleh pakar perlindungan tanaman. Proses training
dilakukan menggunakan arsitektur ResNet-50 dengan jumlah epoch 10
menghasilkan nilai akurasi sebesar 98.52%. Penelitian [21] hanya sebatas sistem
pendeteksi tanpa adanya antar muka yang dapat mempermudah dalam

penggunaan.



Penelitian yang dibuat oleh Usman Afzaal, dkk tahun 2021 tentang penyakit
tanaman stroberi menggunakan metode R-CNN. Permasalahan yang diambil yaitu
dalam melakukan identifikasi dan mendiagnosis penyakit tanaman stroberi masih
menggunakan metode tradisional. Identifikasi manual yang dilakukan sangat tidak
efisien karena memerlukan waktu yang banyak dan biaya cukup tinggi, selain itu
juga membutuhkan pengetahuan tingkat tinggi oleh seorang ahli. Seiring
berkembangnya teknologi, banyak sistem otomatis yang mampu dan unggul
dalam mendiagnosis berbagai jenis penyakit tanaman secara akurat. Penelitan [22]
membuat sistem yang dapat mengurangi waktu dan upaya yang diperlukan dalam
identifikasi penyakit tanaman dibandingkan dengan diagnosis. Dataset yang
digunakan berjumlah 2500 gambar dengan 7 jenis penyakit stroberi. Dataset
didapat dari kebun tanaman buah stroberi menggunakan smartphone. Proses
training dilakukan menggunakan metode R-CNN dengan tingkat akurasi sebesar
82,43%. Penelitian [22] yang dilakukan tidak terdapat interface untuk

memudahkan penggunaan, hanya sebatas klasifikasi pada sistem yang dibuat.



Tabel 2.1 Penelitian Terdahulu
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No Penulis (Tahun) Objek Masalah Dataset Metode Hasil/Akurasi Kelemahan
Malaria adalah penyakit
menular yang berasal dari
parasit plasmodium.
Tercatat 219 juta kasus
dan angka kematian
hampir mencapai 435.000
ditahun. Dalam .. Pada penelitian
e .. | Dataset berisi .
mengidentifikasi penyakit 27 558 gambar sel ini hanya sebatas
A. Sai Bharadwaj malaria melibatkan 2309 . Arsitektur klasifikasi
. . i yang terinfeksi dan .
Reddy Penyakit | perhitungan parasit dan . . . Residual gambar tanpa
1 . . . tidak terinfeksi 95,91%.
D. Sujitha Juliet Malaria | sel darah merah yang ana tersedia di Network-50 adanya
(2019) [16] terinfeksi dengan cara g/i tug resmi (ResNet-50) pembuatan
manual. Cara tersebut ) . interface untuk
. National Library of
masih tergantung pada penggunanya.

pengalaman dan
keterampilan ahli
mikroskop, karena belum
ada sistem untuk
mempermudah dalam
mengidentifikasi penyakit
malaria.

Medicine (NLM).
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sebanyak 28.821

No Penulis (Tahun) Objek Masalah Dataset Metode Hasil/Akurasi Kelemahan
Penyakit kelenjar parotis
merupakan salah satu
penyebab kelumpuhan Dataset yang
wajah yang terjadi karena | dipakai sebanyak
infeksi virus. Penyakit ini | 152 gambar yang
N dapat dengan mudah diantaranya berisi
Yuan, Jiantin . e
menular melalui udara. 51 gambar tumor . Penelitian ini
Fan, Yangyang - . . Arsitektur .
o Saat ini, pencitraan MRI, | ganas parotis dan . hanya dibuat
Lv, Xiaoyi . Residual :
Penyakit | ultrasound dan CT 101 gambar sebatas sistem
Chen, Chen . . Network-50
2 . kelenjar | digunakan untuk adenoma 90%. untuk
Li, Debao : dah I fik (ResNet-50) deteksi
Hong, Yue parotis | mempermudah tenaga pleomorfik yang dengan mendeteksi.
’ medis. Namun cara telah sesuai dengan tumor parotis
Wang, Yan (2020) but i in bel q dis d epochs 1000. q
[17] tersebut juga masih belum | standar medis dan tanpa adanya
efektif karena tenaga datanya berasal user interface.
medis masih perlu dari Rumah Sakit
melakukan identifikasi Rakyat Daerah
secara manual dengan Otonomi Uygur
cara mengamati hasil citra | Xinjiang.
CT.
Nugroho, Pulung Adi Ekspresi wajah dihasilkan Data yang (_jlpakal Convolutional Hasil pengujian
. . . - berasal dari kaggle yang dilakukan
Fenriana, Indah Ekspresi | dari pergrakan posisi otot . Neural ;
3 - ; 4 dengan jumlah data 65% masih rendah
Arijanto, Rudy Wajah pada wajah yang dapat validation Network dan belum baik
(2020) [18] menyampaikan (CNN)

dalam
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No Penulis (Tahun) Objek Masalah Dataset Metode Hasil/Akurasi Kelemahan
emosional seseorang. train sebanyak dengan mengklasifikasi
Ekspresi wajah dapat 7066. Data yang epochs 100 gambar.
dikenali oleh manusia, digunakan terdiri
tetapi manusia tidak bisa | dari marah, jijik,
mengklasifikasikannya. takut, senang,
Seiring berkembangnya netral, sedih, dan
teknologi komputer yang | kaget.
dapat belajar sendiri
seperti manusia, maka
dari itu peneliti
memanfaatkan teknologi
tersebut untuk membuat
sistem klasifikasi berbasis
website.
Salah satu masalah
kesehatan masyarakat
yang paling serius yaitu D_ata ggmbar yang Penelitian ini
Mehra, Anubhav - dipakai berupa . .
. kanker kulit. Kasus . Arsitektur hanya dibuat
Bhati, Akash . . dermoskopi dengan . ;
. Kanker | diagnosis antara dua . . Residual sebatas sistem
4 | Kumar, Amit . A . . tujuh kategori 84,87%. A
. Kulit sampai tiga juta di dunia Network-50 klasifikasi tanpa
Malhotra, Ruchika . sebanyak 10.015 .
setiap tahunnya. Pada . (ResNet-50) adanya interface
(2021) [19] . . . dan tersedia pada
stadium lanjut penyakit arsip ISIC pengguna.

kanker kulit ini menjadi
sangat mematikan dan
kemungkinan untuk
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No Penulis (Tahun) Objek Masalah Dataset Metode Hasil/Akurasi Kelemahan
bertahan hidup sangat
kecil.
Buah-buahan memiliki
banyak kandungan gizi
dan vitamin untuk Dataset yang Penelitian ini
pertumbuhan manusia. digunakan berupa hanya dibuat
: Namun, buah akan mudah | buah-buahan yang . sebatas sistem
Foong, Chai C membusuk jika tidak busuk. Terdapat Ars!tektur klasifikasi tanpa
Meng, Goh K Buah . . L Residual i
5 . disimpan dengan baik. tiga jenis buah 98,89%. adanya interface
Tze, Lim L busuk dentifikasi buah busuk di K Network-50 i
(2021) [20] |dentifikasi buah busu yang digunakan (ResNet-50) pengguna seperti
masih dilakukan secara pada dataset ini dalam bentuk
manual, rendahnya yaitu pisang, apel, website atau
konsisten dan akurasi dan jeruk. platform lainnya.
juga disebabkan oleh
keterbatasan penglihatan
manusia.
Dalam proses budidaya Dataset diambil Penelitian ini
Wang, Guowei p .. | terkadang tanaman jagung | secara manual Arsitektur hanya sebatas
. enyakit . . .
Yu, Haiye rentan terkena penyakit menggunakan Residual sistem
6 . tanaman . 98.52% .
Sui, Yuanyuan a0un yang berasal dari jamur, smartphone yang Network-50 pendeteksi tanpa
(2021) [21] J89UNG | hakteri dan virus. Dalam | sudah dikonfirmasi (ResNet-50) adanya antar
mendiagnosa penyakit oleh pakar muka yang dapat

jagung hanya dengan

perlindungan

mempermudah
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No Penulis (Tahun) Objek Masalah Dataset Metode Hasil/Akurasi Kelemahan
pengamatan visual tanaman yang dalam
manusia sangat tidak berisi lima jenis penggunaan.

efektif dan efisien, sebab
panca indra mata manusia
memiliki keterbatasan
sehingga dapat memakan
waktu yang lama dan
kemungkinan hasil
diagnosa tidak benar.

gambar diantaranya

yaitu penyakit
mosaik jagung,
penyakit bercak
kelabu, penyakit
karat, penyakit
hawar daun, dan
gambar tanaman
jagung yang
normal dengan
total gambar
sebanyak 23009.
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No Penulis (Tahun) Objek Masalah Dataset Metode Hasil/Akurasi Kelemahan
Penyakit tanaman harus
diidentifikasi pada tahap Dataset yang
sehingga dapat penelitian yang dilakukan tidak
mengurangi kerugian dibuat berjumlah Region-based terdapat interface
Afzaal, L_Jsman ekonomi dan kualitas 2500 gam.bar_ Convolutional untuk
Bhattarai, Bhuwan P kit | Dalam identifikasi d ' dengan 7 jenis N I dahk
7 | Pandeya, Yagya Raj enyaxit | Dalam identitikasi dan penyakit stroberi eura 82.43% memuaankan
Lee Jhobnwhoan Stroberi | mendiagnosis penyakit Dataset tersebut. Networks (R- ' ' penggunaan,
(2021) [22] tanaman masih dikumpulkan dari | SNN) dengan hanya sebatas
menggunakan metode berbagai rumah epochs 50. klasifikasi pada
tradisional. Metode yang Kaca r?1enggunakan sistem yang
dipakai tidak efisien dibuat

karena memakan waktu
yang cukup lama dan
biaya yang tinggi.

ponsel yang
dilengkapi kamera.
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Dari penelitian terdahulu yang dijadikan sebagai referensi sekaligus bahan
pembanding pada penelitian ini tidak jauh dari metode atau topik yang diambil.
Berdasarkan penelitian terdahulu dapat disimpulkan bahwa arsitektur Residual
Network-50 (ResNet-50) menghasilkan akurasi yang tinggi dari Convolutional
Neural Networks (CNN) dan Region-based Convolutional Neural Networks (R-
CNN). Dengan hasil akurasi yang didapatkan, tentu dapat dijadikan referensi pada
penelitian ini. Selain itu, penelitian sebelumnya sama-sama memiliki kelemahan
yaitu tidak adanya user interface yang dapat mempermudah pengguna untuk
pemakaian sistem tersebut.

Berdasarkan penelitian terdahulu yang dijadikan referensi utama dalam
penelitian ini mengenai identifikasi penyakit tanaman buah stroberi menggunakan
Region-based Convolutional Neural Networks (R-CNN), dimana dataset yang
dipakai berasal dari penelitian tersebut. Kekurangan penelitian tersebut tidak
adanya user interface, sehingga memberikan kemudahan pengguna dalam
pemakaiannya. Dengan begitu penelitian ini dibuat untuk membedakan dari
penelitian yang dibuat sebelumnya dengan menambahkan user interface agar

mudah digunakan oleh petani ataupun pengguna lainnya.

2.2. Dasar Teori

2.2.1. Dataset Penyakit Tanaman Buah Stroberi

Dataset penelitian ini berasal dari kaggle dengan jumlah total data
yang digunakan sebanyak 500 gambar. Dataset terdiri dari beberapa jenis
gambar penyakit tanaman stroberi. Data yang diambil pada penelitian ini
ada empat jenis penyakit berdasarkan dari hasil wawancara dengan petani
diantaranya yaitu bercak pada daun, antraknosa, daun embun tepung, dan
buah embun tepung. Berikut jenis penyakit yang disebutkan bisa dilihat
pada Gambar 2.1 [23].
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(d)
Gambar 2.1 (a) Bercak Daun (b) Antraknosa (c) Daun Embun Tepung (d) Buah Embun
Tepung

Berdasarkan hasil wawancara dengan petani, bercak daun ditandai
dengan adanya bercak-bercak bulat berwarna merah keunguan. Penyakit
tersebut sering terjadi pada tanaman yang berusia dari 2 atau 3 bulan.
Antraknosa terjadi ketika curah hujan yang cukup tinggi karena kulit buah
stroberi terbilang tipis serta teksturnya lembut sehingga kulit stroberi
mengalami kerusakan dan mendatangkan bakteri yang akan membuat
buah tersebut lama-kelaman akan membusuk. Daun embun tepung
ditandai dengan daun yang sedikit menggulung serta muncul lapisan
tepung berwarna putih pada bagian bawah daun. Buah embun tepung
memiliki ciri-ciri yang sama seperti penyakit daun embun tepung yaitu
adanya lapisan tepung berwarna putih.

2.2.2. Flask

Flask merupakan sebuah library yang disediakan oleh Python
khusus untuk para pengembang perangkat lunak maupun pengelola
website. Flask merupakan web framework menggunakan bahasa Python
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yang tergolong micro-framework karena tidak memerlukan suatu alat atau
library khusus untuk digunakan. Framework Flask ini berfungsi untuk
membuat interface pada website dan kerangka kerja aplikasi. Di dalam
Flask juga terdapat library yang berguna developer dalam membuat
sebuah website tanpa membuatnya dari awal. Meskipun Flask dikenal
senagai framework yang memiliki core sederhana, bukan berarti Flask
juga memiliki kekurangan dalam hal fungsionalitas. Flask membuat core
sederhana tapi tetap dengan mudah dapat ditambahkan ekstensi yang
diperlukan sesuai kebutuhan. Dengan begitu, Flask dapat dikatakan
framework yang memiliki sifat fleksibilitas serta skalabilitas yang cukup

tinggi dibandingkan framework lainnya [24].

2.2.3. Convolutional Neural Networks (CNN)

Convolutional Neural Networks (CNN) merupakan metode Deep
Learning hasil pengembangan algoritma Multi Layer Perceptron (MLP)
yang dibuat untuk mengolah data citra dua dimensi [25]. Sejauh ini CNN
dipakai untuk mendeteksi objek pada gambar karena algoritma CNN
mampu mempelajari fungsi yang terdapat pada citra sehingga mampu
menghasilkan tingkat akurasi yang signifikan [26]. Struktur Convolutional
Neural Networks (CNN) terdiri dari 5 bagian utama yaitu lapisan input,
lapisan konvolusi, pooling, lapisan penghubung penuh, dan lapisan
keluaran [10].

ooooooooooooooooooooooooooooooooooooooooooooooooo

FEATURE LEARNING CLASSIFICATION

Gambar 2.2 lllustrasi Convolutional Neural Network [14]
Pada Gambar 2.2 menunjukkan dimana gambar yang diinputkan
kedalam struktur CNN akan melewati berbagai proses seperti lapisan

konvolusi, lapisan pooling yang berfungsi untuk memperkecil
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mengekstraksi fitur pada citra, lapisan flatten dan yang terakhir lapisan
fully-connected yang dimana berfungsi untuk melakukan klasifikasi [14].

2.2.3.1 Convolutional Layer
Lapisan konvolusi adalah bagian utama dari arsitektur CNN yang
sering dijumpai pada tahap awal. Tahap ini melakukan proses konvolusi
pada citra masukan dengan filter yang sudah ditentukan. Selain itu,
lapisan ini berfungsi untuk memperoleh fitur pada citra yang digunakan
untuk melatih model. Berikut contoh cara kerja dari lapisan konvolusi.

Input Citra (5x5)

Kernel (3x3) Output (3x3)

121212
01|20 «x 121 = A13| 814
200 2]0]z2] —~olz10 9118
201112 201 8|87
1/1/1|1]0

Gambar 2.3 Konsep layer convolution

Gambar 2.3 menunjukan cara kerja lapisan konvolusi dimana citra
input dikalikan dengan kernel sehingga menghasilkan output berupa citra
baru. Dalam gambar tersebut, input citra memiliki ukuran 5x5 dan kernel
3%x3. Proses perhitungan memerlukan ukuran input citra yang sama
dengan kernel, dengan begitu matrik input citra dibagi perblok menjadi
ukuran 3x3 secara berurutan. Hasil perkalian elemen input citra dengan
kernel dijumlahkan sehingga menghasilkan nilai citra baru. Output hasil
perhitungan memiliki ukuran 3x3, untuk mengetahui ukuran output

digunakan persamaan (2.1) sebagai berikut:

(2.1)

ukuran input citra — ukuran kernel
Output = ( - )
stride

Persamaan (2.1) merupakan perhitungan lapisan konvolusi yang
menghasilkan ukuran citra baru. Dimana ukuran citra atau gambar akan
dikurangi dengan ukuran kernel dan dibagi dengan stride. Stride

merupakan jumlah pergeseran pada filter [27].
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2.2.3.2 Rectified Linear Unit (ReLU)

Rectified Linear Unit (ReLu) adalah fungsi aktivasi yang sering
digunakan pada Convolutional Neural Networks (CNN). Fungsi aktivasi
ReLU memiliki beberapa keuntungan diantaranya yaitu dapat
menghemat banyak komputasi dan dapat menghindari hilangnya gradient
[28].

2.2.3.3 Pooling Layer

Pooling Layer digunakan setelah proses Convolutional Layer yang
memiliki fungsi untuk memperkecil dimensi citra yang digunakan [16].
Terdapat dua jenis lapisan pooling yang diantaranya yaitu average
pooling dan max pooling. Max pooling bertugas untuk menyimpan nilai
yang terbesar dari sekelompok data untuk melanjutkan ke tahap
berikutnya, sedangkan average pooling menyimpan nilai rata-rata dari
sekelompok data [15].

4 7 3 4

2 1 5 1 232 Max pooling 7 5
2 |2 ]1 |2 —> [ 3

4 6 1 3

Gambar 2.4 Konsep max pooling
Gambar 2.4 merupakan proses lapisan max pooling pada citra
berukuran 4 x 4 dengan filter 2 x 2. Hasil pooling tersebut didapat dari

angka matrix yang terbesar pada setiap bagiannya.

2 1 5 1 2x2 Average Pooling

2 2| 1] 2 >

Gambar 2.5 Konsep Average Pooling
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Gambar 2.5 merupakan proses lapisan average pooling dengan
citra berukuran 4x4 dengan filter 2x2. Hasil average pooling didapat dari

perhitungan rata-rata nilai pada setiap bagiannya.

2.2.3.4 Flatten

Tahap Flattening dilakukan setelah tahap pooling selesai dengan
meratakan hasil dari pooling ke dalam betuk 1 dimensi. Flatten ini
bertujuan untuk mengkonversi citra dua dimensi menjadi satu dimensi
agar dapat lebih mudah untuk membaca data dan meningkatkan
kinerjanya. Jika proses Flattening tidak dilakukan, maka hasil proses
konvolusi tidak dapat diproses pada tahap fully connected [26]. Contoh
cara kerjanya dapat dilihat pada Gambar 2.6.

-
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Gambar 2.6 Tahap Flatten

2.2.3.5 Fully Connected
Lapisan fully connected merupakan lapisan terdiri dari beberapa
neuron aktivasi lapisan sebelumnya. Hasil proses dari lapisan
sebelumnya harus berbentuk data 1 dimensi agar dapat saling terhubung
ke semua neuron dilapisan yang terhubung penuh. Umumnya lapisan
fully connected digunakan untuk mengolah data dari keseluruhan lapisan

sebelumnya supaya model dapat melakukan klasifikasi [29].

2.2.3.6 Softmax
Lapisan ini digunakan untuk klasifikasi dengan memproses hasil
dari lapisan fully connected yang akan dilakukan. Softmax dapat
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menghitung kemungkinan pada tiap kelas dan menentukan target kelas
yang sesuai dengan input yang diberikan [30].

2.2.4. Residual Network-50 (ResNet-50)

Residual Networks-50 adalah salah satu arsitektur Convolutional
Neural Networks (CNN) yang pertama kali diperkenalkan oleh Kaiming
He, Xiangyu Zhang, Shaoging Ren, dan Jian Sun ditahun 2015. Arsitektur
Residual Network-50 memiliki kedalaman 50 lapisan yang cukup baik
dalam pelatihan dataset sehingga arsitektur ini banyak digunakan [31].
Pada acara ImageNet Large Scale Visual Recognition Challenge
(ILSVRC) model arsitektur ResNet menghasilkan tingkat error terendah
dengan nilai sebesar 3.57% dapat dilihat pada Gambar 2.7 [32].

28.2
25.8
152 layers
A
) 16.4
11.7
22 layers 19 layers
N 7.3

6.7
3'i7 i 8 layers 8 layers shallow
B - E_H

ILSVRC'15 ILSVRC'14 ILSVRC'14 ILSVRC'13 ILSVRC'12 ILSVRC'11 ILSVRC'10
ResNet GoogleNet VGG AlexNet

Gambar 2.7 Pemenang ILSVRC periode 2010 hingga 2015 [32]

Avrsitektur ini dikenal sebagai konsep skip connection yang memiliki
keunggulan yaitu menumpuk lapisan konvolusi dan menghubungkan
langsung input dari layer ke-n ke beberapa layer berikutnya. Penumpukan
jaringan yang dalam tidak mempengaruhi peningkatan akurasi yang
signifikan, namun hal tersebut justru akan mempersingkat waktu
pelatihan. Oleh karena itu, arsitektur ResNet-50 menerapkan konsep skip
connection untuk mengantisipasi terjadinya penurunan gradien dan kinerja
proses learning. Perhitungan yang dilakukan menjadi lebih ringan,
sehingga kemampuan melatih jaringan akan lebih baik [33]. Arsitektur
ResNet-50 dapat dilihat pada Gambar 2.8 berikut [34].
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Terlihat pada Gambar 8 yang merupakan arsitektur ResNet-50 yang
dimana lapisan utama diawali dengan lapisan convolution dan dilanjutkan
lapisan pooling. Setelah kedua lapisan tersebut, terdapat lapisan blok yang
berisi tumpukan beberapa lapisan convolution yang biasa disebut dengan
konsep skip connection atau residual block. Lalu lapisan berikutnya yaitu
lapisan pooling dan lapisan fully connected. Berikut cara kerja skip

connection ResNet-50 pada Gambar 2.9.

F(x) y
identity
F(x) +x

Gambar 2.9 Residual Block [35]

Pada Gambar 2.9 merupakan konsep kerja Residual Block yang
mengambil dari hasil residual dan diterapkan di beberapa tumpukan layer.

Oleh karena itu, blok residual didefinisikan oleh persamaan (2.2):

y =FxW,)+X (2.2)

Dimana x adalah vektor input, sedangkan y adalah output layer,
fungsi sisa yang dipelajari didefinisikan sebagai F dan weight layer
sebagai W; [35].

2.2.5. Densely Connected Convolutional Network-121 (DenseNet-121)
DenseNet-121 adalah salah satu arsiterktur Convolutional Neural
Networks yang terdapat layer sebayak 121. Arsitektur DenseNets
menerapkan pola konektivitas padat dalam memproses lapisan konvolusi
sehingga dapat memungkinkan setiap lapisan yang terlibat terhubung ke

semua lapisan berikutnya [36].
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Gambar 2.10 Konsep DenseBlock [37]

Pada Gambar 2.10 menunjukkan konektivitas ke beberapa lapisan
selanjutnya yang disebut DenseBlocks. Sama halnya dengan arsitektur
ResNet tujuan adanya denseblocks untuk mengantisipasi terjadinya
penurunan pada gradient, implementasi fitur yang ditingkatkan,
penggunaan kembali fitur yang berinsentif, dan mengurangi jumlah
parameter. Cara kerja denseblock yaitu setiap lapisan konvolusi akan
terhubung dengan cara membaginya ke setiap lapisan konvolusi lainnya
dalam satu blok [37].
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Gambar 2.11 Arsitektur DenseNet-121
Pada Gambar 2.11 merupakan arsitektur DenseNet-121 yang terdiri
dari blok-blok yang tiap bloknya berisi beberapa lapisan konvolusi. Setiap
blok berisi 2 lapisan konvolusi dengan ukuran kernel 1 x 1 dan 3 x 3
dengan total jumlah sebantak 121 [37].

2.2.6. Confusion Matrix
Evaluasi hasil prediksi pada suatu sistem klasifikasi penting
dilakukan untuk mengetahui kemampuan sistem yang dibangun. Untuk
mengukur Kinerja sistem dapat menggunakan confusion matrix untuk

membandingkan hasil prediksi dengan hasil data sebenarnya. Confusion
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matrix terdapat empat istilah diantaranya yaitu True Positive (TP), True
Negative (TN), False Positive (FP) dan False Negative (FN).

True Positive (TP) merupakan hasil benar dari kelas yang benar,
contohnya jika gambar terdapat penyakit tanaman stroberi dan model
setelah mengklasifikasi hasilnya menyatakan keberadaan penyakit
tanaman stroberi. True Negative (TN) merupakan hasil yang benar dari
kelas yang salah, contohnya jika bukan penyakit dalam gambar maka
model setelah mengklasifikasi menyatakan tidak terdapat penyakit. False
Positive (FP) merupakan hasil salah dari kelas yang benar, contohnya
gambar terdapat penyakit namun model mengklasifikasi menyatakan
bahwa tidak terdapat penyakit pada gambar tersebut. False Negative (FN)
merupakan hasil salah dari kelas yang salah, dimana bukan penyakit
didalam gambar tetapi model mengidentifikasi terdapat penyakit di dalam
citra tersebut [38].

Confusion matrix menghasilkan nilai sensitivity, nilai specificity, dan
nilai accuracy. Nilai sensitivity merupakan nilai hasil dari klasifikasi
tanaman stroberi yang terdeteksi penyakit. Nilai specificity merupakan
nilai hasil dari klasifikasi tanaman stroberi sehat yang terdeteksi tidak
berpenyakit. Nilai accuracy merupakan presentase keberhasilan sistem
dalam melakukan deteksi [39].

Pada persamaan (2.3) adalah perhitungan untuk menghasilkan nilai
hasil deteksi benar bercak daun dari keseluruhan data yang terprediksi
yang sebenarnya bercak daun. Untuk mendapatkan akurasi pada class
dilakukan dengan total bercak daun yang terprediksi dengan benar lalu
dibagi dengan hasil penjumlahan prediksi bercak daun dengan yang
terprediksi bukan bercak daun, lalu hasil pembagian tersebut dikalikan

dengan 100% untuk menghasilkan nilai sensitivity berupa persentase.

Sensitivity bercak daun = Bercak daun x100%  (2.3)

Bercak daun+Non bercak daun
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Persamaan (2.4) adalah perhitungan untuk menghasilkan nilai hasil
deteksi benar buah busuk dari keseluruhan yang terprediksi yang
sebenarnya buah busuk, dimana prediksi benar buah busuk akan dibagi
dari hasil penjumlahan prediksi benar buah busuk dengan prediksi bukan
buah busuk.

Sensitivity buah busuk = Buah busuk x 100% (2.4)

Buah busuk +Non buah busuk

Persamaan (2.5) adalah perhitungan untuk menghasilkan nilai hasil
deteksi benar daun embun tepung dari keseluruhan yang terprediksi yang
sebenarnya daun embun tepung, dimana prediksi benar pada daun embun
tepung akan dibagi dari hasil penjumlahan prediksi benar daun embun

tepung dengan prediksi bukan daun embun tepung.

Sensitivity daun embun tepung

Daun embun tepung (2.5)
— x 100%
Daun embun tepung + Non daun embun tepung

Persamaan (2.6) adalah perhitungan untuk menghasilkan nilai hasil
deteksi benar buah embun tepung dari keseluruhan terprediksi yang
sebenarnya buah embun tepung. Nilai akurasi pada class buah embun
tepung didapatkan dari prediksi benar pada buah embun tepung akan
dibagi dengan hasil penjumlahan prediksi benar buah embun tepung dan

prediksi bukan buah embun tepung.

Sensitivity buah embun tepung

Buah embun tepung % 100% (2.6)
0

~ Buah embun tepung + Non Buah embun tepung

Persamaan (2.7) adalah perhitungan untuk menghasilkan nilai hasil
deteksi benar class sehat dari keseluruhan terprediksi yang sebenarnya
sehat. Prediksi benar pada class sehat akan dibagi dengan hasil

penjumlahan dari prediksi benar class sehat dan prediksi bukan sehat.
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Sonsitivity sehat — Sehat % 100% (2.7)
ensitivit yse at = Sehat +NonSehat 0 .

Persamaan (2.8) merupakan perhitungan untuk mendapatkan nilai
hasil prediksi benar bukan bercak daun dibandingkan dengan keseluruhan
data yang sebenarnya bukan bercak daun. Untuk mendapatkan hasilnya
dilakukan perhitungan dimana bukan bercak daun dibagi dengan hasil

penjumlahan dari bukan bercak daun dan bercak daun.

Specificity bercak daun = Non bercak daun x 100% (2.8)

Non bercak daun+bercak daun

Persamaan (2.9) merupakan perhitungan untuk mendapatkan nilai
hasil prediksi benar bukan buah busuk dibandingkan dengan keseluruhan

data yang sebenarnya bukan buah busuk.

Specificity buah busuk = Non buah busuk %X 100% (2.9)

Non buah busuk+buah busuk

Persamaan (2.10) merupakan perhitungan untuk mendapatkan nilai
hasil prediksi benar bukan daun embun tepung dibandingkan dengan

keseluruhan data yang sebenarnya bukan daun embun tepung.

Specificity daun embun tepung

Non daun embun tepung
= x100% (2.10)
Non daun embun tepung + daun nembun tepung

Persamaan (2.11) merupakan perhitungan untuk mendapatkan nilai
hasil prediksi benar bukan buah embun tepung dibandingkan dengan

keseluruhan data yang sebenarnya bukan buah embun tepung.

Specificity buah embun tepung

Non buah embun tepung < 100% (2.11)
0

~ Non buah embun tepung + buah nembun tepung
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Persamaan (2.12) adalah perhitungan untuk menghasilkan nilai
deteksi benar-benar tidak sehat untuk semua data yang benar-benar tidak

sehat.

Specificity sehat = — "¢ 00 (2.12)
pecificity sehat = Non sehat + sehat 0 '

Persamaan (2.13) adalah perhitungan untuk menghasilkan nilai dari
keberhasilan suatu sistem dalam melakukan prediksi. Secara keseluruhan
persentase keberhasilan sistem dilihat dari hasil perhitungan pada
persamaan accuracy. Dapat dilihat persamaan (2.13), dimana True
Positive (TP) dibagi dengan total data yang digunakan, lalu dikalikan
100% untuk menghasilkan nilai akurasi berupa persentase. Total True
Positive (TP) didapatkan dari jumlah prediski keseluruhan benar pada tiap
kelas yang diantaranya yaitu bercak daun, buah busuk, daun embun

tepung, buah embun tepung, dan sehat.

Total TP dari keseluruhan data
Accuracy = Total data X 100% (2.13)

Perhitungan confusion matrix multi calss pada penelitian ini
memiliki lima kelas yang diantaranya dapat dilihat pada Tabel 2.2 yang
merupakan confusion matrix class bercak daun, Tabel 2.3 yang merupakan
confusion matrix class buah busuk, Tabel 2.4 merupakan confusion matrix
class daun embun tepung, Tabel 2.5 confusion matrix class bauh embun

tepung, dan Tabel 2.6 yang menunjukkan confusion matrix class sehat.

Tabel 2.2 Confusion matrix class bercak daun



Predicted
AELE] Daun Buah
Bercak Bercak Buah
embun embun Sehat
daun daun busuk
tepung tepung
Bercak True False non False non False non False non
bercak bercak bercak bercak bercak
daun
daun daun daun daun daun
Buah False True non True non True non True non
bercak bercak bercak bercak bercak
busuk
daun daun daun daun daun
Daun False True non True non True non True non
embun bercak bercak bercak bercak bercak
tepung daun daun daun daun daun
Buah False True non True non True non True non
embun bercak bercak bercak bercak bercak
tepung daun daun daun daun daun
False True non True non True non True non
Sehat bercak bercak bercak bercak bercak
daun daun daun daun daun
Tabel 2.3 Confusion matrix class buah busuk
Actual T
Buah Bercak Buah
embun embun Sehat
Busuk daun busuk
tepung tepung
True non True non True non True non
Bde;lcj?]k buah FatI)sLJeSLtj)Eah buah buah buah
busuk busuk busuk busuk
Buah False non True buah False non | Falsenon | False non
bercak bercak bercak bercak
busuk busuk
daun daun daun daun
Daun True non False buah True non True non True non
embun buah busuk buah buah buah
tepung busuk busuk busuk busuk
Buah True non False buah True non True non True non
embun buah busuk buah buah buah
tepung busuk busuk busuk busuk
True non False buah True non True non True non
Sehat buah busuk buah buah buah
busuk busuk busuk busuk

Tabel 2.4 Confusion matrix class daun embun tepung
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Actual Predicted
Daun Daun Buah
embun B;;S?]k tli;irl]( embun embun Sehat
tepung tepung tepung
True non True non False daun True non True non
Bercak daun daun embun daun daun
daun embun embun teoun embun embun
tepung tepung pung tepung tepung
True non True non False daun True non True non
Buah daun daun embun daun daun
busuk embun embun teoun embun embun
tepung tepung pung tepung tepung
False non False non False non False non
Daun True daun
daun daun daun daun
embun embun
tenun embun embun teoun embun embun
pung tepung tepung pung tepung tepung
Buah True non True non False daun True non True non
embun daun daun embun daun daun
teoun embun embun teoun embun embun
pung tepung tepung pung tepung tepung
True non True non False daun True non True non
Sehat daun daun embunu daun daun
embun embun teoun embun embun
tepung tepung pung tepung tepung
Tabel 2.5 Confusion matrix class buah embun tepung
Actual Predicted
Buah Daun Buah
embun B;;S?]k bBuL;Tk embun embun Sehat
tepung tepung tepung
True non True non True non False buah True non
Bercak buah buah buah buah
embun
daun embun embun embun tepun embun
tepung tepung tepung pung tepung
True non True non True non False buah True non
Buah buah buah buah buah
embun
busuk embun embun embun tepun embun
tepung tepung tepung pung tepung
SR True non True non True non False buah True non
buah buah buah buah
embun embun
tenun embun embun embun teoun embun
pung tepung tepung tepung pung tepung
False non False non False non False non
i buah buah buah Uz e buah
embun embun
tenun embun embun embun teoun embun
pung tepung tepung tepung pung tepung
True non True non True non False buah True non
buah buah buah buah
Sehat embun
embun embun embun embun
tepung
tepung tepung tepung tepung

Tabel 2.6 Confusion matrix class sehat
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Predicted
Actual Daun Buah
Sehat Bercak Buah embun embun Sehat
daun busuk
tepung tepung
Bercak True non True non True non True non False sehat
daun sehat sehat sehat sehat
Buah True non True non True non True non
busuk sehat sehat sehat sehat False sehat
Datin True non True non True non True non
embun False sehat
sehat sehat sehat sehat
tepung
Buah True non True non True non True non
embun False sehat
sehat sehat sehat sehat
tepung
Sehat False non False non False non False non True sehat
sehat sehat sehat sehat
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